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1-Introduction 

Petrophysical logs are the most convenient and accessible tools for obtaining information about physical 

properties of reservoirs (Anemangely et al., 2019). Among different logs, shear wave is one of the 

geomechanical parameters of the reservoir, which is considered as one of the most important elements in 

the identification and development of reservoirs. Several studies have been devoted to the use of intelligent 

systems to predict shear wave velocity using petrophysical data (Rezaee et al., 2007; Khandelwal et al., 

2010; Rajabi et al., 2010; Maleki et al., 2014; Onalo et al., 2019.). In this study, the shear wave velocity 

was estimated by using ensemble learning methods in the Asmari reservoir of the Mansouri oilfield. 

 

2-Methodology 

The ensemble learning paradigm is a new computational intelligence algorithm, where multiple base 

learners are built and multiple results are integrated with a certain strategy as the final result. The advantage 

of ensemble learning is combining the predictions of several base estimators to improve generalizability 

and increase model accuracy (Gao et al., 2019). Firstly, in the process of data preparation, all data were 

quality controlled and out of trend data were removed. Bad hole intervals were recognized based on the 

caliper and bit size logs and their data were not included in the models. As the petrophysical data used in 

this study have different scales, prior to construction of the models, they were normalized. Then to make 

an accurate estimate, it is important to choose appropriate inputs for the model. Accordingly, the RFE 

method determined conventional well logs such as density log, neutron porosity, acoustic log, gamma ray, 

spectral gamma ray and depth as optimal inputs for training models. Optimal values for parameters are also 

obtained by the grid search cv method. Grid search is the most widely used method for learning the 

hyperparameter configuration space, which tests and tunes all the hyperparameters given to the grid 

configuration (Belete et al., 2021). Then, the selected features were considered as input parameters for 

ensemble methods, including, voting, stacking, bagging and boosting. Basic learners such as, support vector 

regression, linear regression and the nearest neighbor algorithm were used to build Voting and stacking 

models. Also, the mentioned basic models were trained and evaluated for comparison with ensemble 

methods. In order to make a comparison, hybrid methods including neural network-genetic algorithm 

(ANN-GA), neural network-particle swarm optimization (ANN-PSO), and adaptive neuro-fuzzy inference 

system (ANFIS), were compared with ensemble learning methods. 

 
3-Results and discussion           

The obtained results for quality measurements including Correlation Coefficient (R) and MSE values of 

training and testing data were computed for each model. Considering the testing phase, among all of the 

methods applied for shear wave estimation, CatBoost ensemble learning method has provided the lowest 
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error and highest correlation coefficient. Moreover, comparison of the results shows that the proposed 

ensemble learning methods compared with individual intelligent systems and hybrid methods can 

sufficiently improve the computational efficiency and performance of the shear wave prediction.  

 
4- Conclusion 

This paper presents ensemble models to predict shear wave velocity by using well logs in Mansuri oilfield. 

It can be observed that the CatBoost ensemble learning method outperforms the other intelligent base 

learners in all cases and quality. Meanwhile, the developed CatBoost ensemble learning model can serve 

as an effective tool for estimation of other petrophysical rock properties. 
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 چکیده

به کمک  یموج برش یرگیاست. اندازه یدروکربوریدر مخازن ه یکیزیو پتروف یکیخواص مکان نییتع یمهم برا یاز پارامترها یکی یسرعت موج برش

 یو اخذ لاگ صوت یریگمغزه اتیعمل یبالا نهیبا توجه به هز حال،نیاست، با ا رپذیامکان یدوقطب یاز ابزار صوت یرگیو بهره یشگاهیآزما هایروش

روش ها،¬تیمحدود نیغلبه بر ا ی. براباشندیدر دسترس م دانیم کی یهااز چاه یتعداد محدود یتنها برا یموج برش یواقع یهاداده ،یدوقطب

 تسرع نیمطالعه به تخم نی. در اشوندیمعمول چاه به کار برده م یهالاگ قیپارامتر مذکور از طر نیبه منظور تخم یمختلف هوش مصنوع های

مطالعه، سرعت  نیپرداخته شد. در ا یمنصور دانیم ی( در مخزن آسمارensemble learning) یجمع یریادگی هایبا استفاده از روش یموج برش

 تی( و تقوBagging) بندی( ، بستهStacking(، برانبارش )Voting) یرگییمثل را یجمع یریادگی یهابا استفاده از روش یموج برش

(Boostingدر مخزن آسمار )یخط ونیمرسوم مثل، رگرس یها با مدل جیبرآورد شد و نتا ی (LRرگرس ،)بانیبردار پشت ونی (SVRالگور ،)تمی 

 کیژنت تمیبا الگور یشبکه عصب بیمثل ترک یدیبریه های( و روشANN) ی(، شبکه عصبDT) می(، درخت تصمKNN) هیهمسا نتریکینزد

(ANN-GA( ازدحام ذرات ،)ANN-PSO )یفاز هایستمیس و (ANFISمقا )بضری از هامدل یو اعتبارسنج یابیشد. به منظور ارز سهی 

 یجمع یریادگی هایبا روش یدیبریه هایمرسوم و روش هایمدل سهی( استفاده شد. مقاRMSEمربعات خطا ) نیانگیم شهی( و رR2) یهمبستگ

( با Catboost) بوستمدل کت زین یجمع یریادگی هایروش نیدارند. از ب یبرش جمو نیدر تخم یعملکرد بهتر یجمع یهاتمینشان داد که الگور

شان ن قیتحق نیا جیبا دقت بالاست. نتا یموج برش نییعملکرد را نشان داد و قادر به تع نیبهتر ..484برابر با  RMSEو  481.1برابر  R2 زانیم

مورد استفاده  رهیو غ ییتخلخل، تراوا ریمخزن نظ هاییژگیو ریبا دقت بالا جهت برآورد سا یبه عنوان ابزار تواندیم Catboostدهد که مدل -یم

 .ردیقرار گ

 ینیماش یریادگی ،یسرعت موج برش ،یمنصور ینفت دانیم ،یمخزن آسمار ،یجمع یریادگیهای کلیدی: واژه

 
 
  مقدمه -1

یک پارامتر مهم  (Shear wave velocityسرعت موج برشی )

است و به طور  ای از کاربردها در صنعت نفتبرای طیف گسترده

گسترده در مطالعات پتروفیزیک، ژئوفیزیک و ژئومکانیک 

گیری این پارامتر از ابزار به منظور اندازه .شوداستفاده می

 Dipole shear sonicتصویربرداری صوتی دو قطبی )

imagerهای تجزیه و تحلیل مغزه در آزمایشگاه (  و روش

ای هشود، اما به دلیل هزینه بالا و زمان بر بودن روشاستفاده می

گیری موج های جدید اندازههایی برای یافتن روشمذکور، تلاش

-ازهرای اندبرشی صورت گرفته است. روابط تجربی مختلفی ب

اند پیمایی معرفی شدهچاه هایگیری موج برشی از داده

(Tosaya and Nur, 1982; Castagna et al., 1985; 

Anselmetti et al., 1993; Koesoemadinata and 

McMechan, 2001; Eskandari et al., 2004 با این حال .)

هایی روبرو است. زیرا این استفاده از این روابط با محدودیت

اند و در سطح روابط عمدتاً برای یک میدان خاص توسعه یافته

 ;Malekiet al., 2014جهانی قابل اعتماد نیستند )

Nourafkan et al., 2015; Anemangely et al., 2017; 

Wang et al., 2020ها فقط تعدادی (. همچنین این همبستگی

از پارامترهای پتروفیزیکی تاثیرگذار بر سرعت موج برشی را 

 مقاله پژوهشی
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-Eberhart-Phillips et al., 1989; Al)دهند )توضیح می

Dousari et al., 2016این محدودیت (. بنابراین برای غلبه بر-

های های هوشمند محاسباتی و روشها استفاده از سیستم

مختلف یادگیری ماشینی، به منظور تعیین پارامترهای مخزنی 

 Rezaee et al., 2007; Khandelwalپیشنهاد شده است )

et al., 2010; Rajabi et al., 2010; Maleki et al., 2014; 

Onalo etal., 2019.) 

های هوشمند در آمیز سیستمتعدادی از کاربردهای موفقیت

اند، اما هنوز هم عدم تعیین خواص مخازن نفت گزارش شده

های بهینه در فرآیند توصیف مخازن و ایجاد مدل هاییقطعیت

 Ensembleدر این زمینه وجود دارد. روش یادگیری جمعی )

learningها به وجود آمده است. ( برای مقابله با این چالش 

روش یادگیری جمعی ریشه در رفتار اجتماعی جوامع 

فراد اانسانی دارد که فرد قبل از اتخاذ هر تصمیم از نظرات سایر 

کند. در واقع این روش یک پارادایم جدید هوش استفاده می

محاسباتی است که از نظرات گروهی متخصصان برای بدست 

 ,Peng and Medicine) کندآوردن یک تصمیم استفاده می

2006; Polikar, 2012)های . یادگیری جمعی یکی از سیستم

ماشینی است که از مجموع رای هوشمند مبتنی بر یادگیری 

کند. همچنین این مدلها برای حل یک مسئله استفاده میمدل

های سریع و دقیق برای محاسبه پارامترهدف هستند ها روش

(Chang et al., 2019). 

گیری سرعت موج برشی با این مطالعه با هدف اندازه  

چاه های معمول های هوشمند محاسباتی و استفاده از لاگروش

های مرسوم یادگیری شود. در ابتدا کارآمدترین روشانجام می

(، Linear regressionماشینی شامل، رگرسیون خطی )

ترین همسایه (، الگوریتم نزدیکSVRرگرسیون بردار پشتیبان )

(KNN( درخت تصمیم ،)Decision tree،) های عصبی شبکه

(ANNشبکه عصبی ،)- ( الگوریتم ازدحام ذراتANN-PSO ،)

های ( و سیستمANN-GAالگوریتم ژنتیک )-شبکه عصبی

بینی موج برشی مورد استفاده قرار ( برای پیشANFISفازی )

ها بر اساس مطالعه گسترده و جامع تحقیقات گیرد. این روشمی

های نوین یادگیری جمعی قبلی انتخاب شدند. در گام بعد روش

های مرسوم مورد بینی موج برشی و مقایسه با روشبرای پیش

نمودار جریانی مربوط به  3گیرند. در شکل استفاده قرار می

های یادگیری جمعی ارائه شده است. اولین روش یادگیری روش

( است که Votingگیری )جمعی مورد ارزیابی، مدل رای

-گیری ساده در مرحله تصمیماستراتژی نهفته در آن میانگین

 (Stackingبرانبارش ) گیری مدل است. سپس به بررسی روش

دار انجام گیری هر مدل را به صورت وزنشود که رایپرداخته می

دهد. ها ارائه میدار برای مدلگیری وزندهد و یک میانگینمی

( و تقویت تطبیقی Baggingبندی )های بستههمچنین روش

(Adaboostتکنیک ،) ( تقویت گرادیانXgboost)  و کت

رویکرد استفاده از درخت تصمیم در ( با Catboostبوست )

گیرند و به مقایسه این قرار می مسائل رگرسیون مورد استفاده

 شود. ها پرداخته میمدل

  منطقه مورد مطالعه -۲

های مربوط به سازند آسماری میدان نفتی این مطالعه از دادهدر 

شود. در اواخر منصوری، واقع در حوضه زاگرس ایران استفاده می

الیگوسن، پیشروی آرام و محدود دریا، چرخه آسماری پایینی را 

های کم در ابتدای میوسن رسوبات محیط تشکیل داده است،

ها چرخه آسماری میانی را شدن در تمامی حوضه ژرفا با نهشته

تشکیل دادند و در اواخر میوسن با افت سطح دریا شرایط 

سنگ رسد. میگذاری آسماری به پایان و رسوب تبخیری حاکم

ها در سازند آسماری میدان منصوری شامل رسوبات شناسی لایه

دریایی عمیق در قاعده آسماری زیرین و رسوبات نیم عمیق و 

گ باشد. سندر آسماری میانی و بالایی می کم عمق تا سبخایی

منشا و پوش سنگ ذخایر مخزن آسماری به ترتیب سازندهای 

ماری میدان منصوری به کژدمی و گچساران هستند مخزن آس

مخزن حاوی  1و  0، 3های زون تقسیم شده است که تنها زون .

ای های مخزنی دیگر علیرغم تخلخل زمینهنفت بوده و زون

. (Zahmatkesh et al., 2018) خوب، حاوی آب هستند

ظرفیت تولید نفت خام میدان منصوری به طور متوسط مقدار 

زان تولید نفت از مخزن هزار بشکه در روز بوده و می 344

 باشد.هزار بشکه در روز می ..آسماری این میدان 

 1کیلومتر طول و  14مخزن آسماری میدان منصوری 

این میدان از شمال غربی در همسایگی  .کیلومتر عرض دارد

میدان اهواز ، از غرب با میدان آب تیمور و از شمال شرقی در 

 Kavianpor Sangno)مجاورت میدان نفتی شادگان قرار دارد 

et al., 2015) کشف و از سال  3100در سال . میدان مذکور

موقعیت جغرافیایی  0شکل  است. دهیرس یبرداربه بهره 31.1

 این میدان را نشان می دهد. 
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 فلوچارت روش یادگیری جمعی -3شکل 

Fig. 1. Ensemble learning flowchart  

 پژوهشروش  -3

در این بخش، به منظور تعیین موج برشی در میدان منصوری ، 

نقطه  00444پیمایی حاصل از دو حلقه چاه شامل های چاهداده

 Sonic(، لاگ صوتی )Caliper logداده مثل، لاگ قطرسنجی )

log( چگالی ظاهری ،)RHOB تخلخل ،)( نوترونیNPHI ،)

(، RT(، مقاومت واقعی سازند )PEFفاکتور فوتوالکتریک )

عمق  (،SGR(، پرتو گامای طیفی )CGRگامای محاسبه شده )

(Depthقطر متهو موج برشی برای ساخت مدل ،) ها در نظر

 Recursive featureگرفته شد. روش حذف ویژگی بازگشتی )

eliminationاختصاص وزن به  ها وبندی ویژگی( با رتبه

را انتخاب  نقطه داده 30444پیمایی های چاههرکدام از داده

پیمایی نظیر، چگالی ظاهری، تخلخل های معمول چاهکرد. لاگ

شده، پرتوی گامای طیفی، نوترونی، لاگ صوتی، گامای محاسبه 

های بهینه جهت آموزش عمق و موج برشی به عنوان ورودی

های ورودی و بعد بین مجموعه داده ها تعیین شد. در گاممدل

شده  پیمایی انتخابهای چاهخروجی تفکیک ایجاد شد. داده

، به عنوان مقادیر ورودی و سرعت موج برشی با RFEتوسط 

واحد کیلومتر بر ثانیه به عنوان مقدار خروجی انتخاب گردید. 

Input data 

Feature selection 

Training set Testing set 
Dividing data up into 

training and testing subset 

Model validation 

Model 2 Model n Model 1 

Ensemble strategy 

Predict 1 Predict 2 Predict n … 

… 

Normalization 
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های مختلف یادگیری پس از آشنایی و معرفی ساختمان مدل

-دلهای تقویت، مبندی و الگوریتمبرانبارش، بستهجمعی، مثل، 

های مذکور به منظور تخمین سرعت موج برشی ساخته شدند. 

های مرسوم در تخمین به دلیل کاربرد موفقیت آمیز روش

-های مرسوم مثل شبکهپارامترهای مخزنی، پس از ساخت مدل

های عصبی، رگرسیون خطی، رگرسیون بردار پشتیبان، 

های نزدیک ترین همسایه، درخت تصمیم و روش الگوریتم

، به ANFISو  ANN-PSO ،ANN-GAهیبریدی مثل، 

 های یادگیری جمعی پرداخته شد.ها با روشمقایسه این مدل
 

 
 مطالعه موقعیت مکانی منطقه مورد -۲شکل 

Fig. 2. Location of the study area 

 

 هاداده یسازآماده -3-1

های های خام، به منظور ارزیابیپس از عملیات بارگزاری داده

عمال پیمایی اهای چاهپتروفیزیکی باید تصحیحاتی بر روی داده

شود عدم گردد. یکی از مواردی که در نمودارها مشاهده می

از نظر عمقی است. نمودار پرتوی گاما به علت  هاانطباق لاگ

تاثیرپذیری کم نسبت به عوامل محیطی به عنوان لاگ مرجع 

جهت هم عمق سازی، استفاده گردید. پس از تصحیحات مربوط 

های مربوطه، برای تصحیحات محیطی به عمق، چارت

پیمایی، به کار برده شد. همچنین به کمک نمودارهای چاه

تی، اثر شرایط محیطی نمودارگیری مثل فشار محاسبات مقدما

ها تصحیح ته چاه، دما، عوامل شیمیایی و غیره بر روی داده

 گردید.

های ورودی به منظور آموزش برای توسعه مدل باید پارامتر

های ماشینی آماده شوند، در فاز اولیه توسعه به کمک الگوریتم

، چگالی مدل، پارامترهایی نظیر لاگ قطرسنجی، لاگ صوتی

ظاهری، تخلخل نوترونی، فوتوالکتریک، مقاومت واقعی سازند، 

عمق و قطر مته به  گامای محاسبه شده، پرتو گامای طیفی،

نقطه داده  00444های اولیه انتخاب شدند. تعداد عنوان ورودی

از دو حلقه چاه میدان منصوری، برای اهداف آموزش و آزمایش 

ها انجام ک چاه روند آموزش مدلهای یمدل استفاده شد. از داده

های مربوط به چاه دوم برای ارزیابی مدل به کار گیرد. دادهمی

دک بینی انشوند.  به علت وجود مقادیر با اطلاعات پیشبرده می

توان از تمامی پارامترهای ورودی استفاده یا بدون اطلاعات، نمی

کاهش  ( باFeature selectionهای انتخاب ویژگی )روش کرد.

ابعاد فضای ویژگی در طیف گسترده به انتخاب بهینه این پارامتر

 کنند.ها کمک می
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حذف ویژگی بازگشتی یک روش انتخاب ویژگی پوششی 

 Guyonاست که توسط گایون و همکاران پیشنهاد شده است )

et al., 2002روش حذف ویژگی بازگشتی ابتدا تمامی داده .)

بندی هر ویژگی گیرد و با رتبهدر نظر می های یک مجموعه را

های دارای بر اساس اهمیت آن، با روش بازگشتی، ویژگی

کند. بینی حذف میکمترین امتیاز را به علت تاثیر کم در پیش

شود. های مورد نظر تکرار میاین روند تا زمان رسیدن به ویژگی

 RFE در این مطالعه از یک روش رگرسیون خطی برای آموزش

روش حذف ویژگی بازگشتی  1شود. بر اساس شکل استفاده می

های معینی اختصاص داد. به نظر پیمایی وزنهای چاهبه داده

رسد که همبستگی قوی بین سرعت موج برشی و لاگ می

علاوه بر این، گزارش لاگ صوتی، همبستگی  .نوترونی وجود دارد

ف ویژگی اما حذ .دهدرا نشان می با سرعت موج برشی قوی

بازگشتی کمترین وزن را به قطر مته، لاگ قطرسنجی، فاکتور 

فوتوالکتریک و مقاومت واقعی سازند اختصاص داد. بنابراین 

ترین همبستگی با سرعت موج پیمایی مذکور، کمهای چاهداده

 دهند.برشی را نشان می

ها امری سازی دادههای ورودی، نرمالپس از انتخاب ویژگی

-های اندازههای ورودی واحدزیرا پارامتر ری است.بسیار ضرو

ها، تاثیر قابل گیری متفاوتی دارند و وجود مقادیر بزرگ داده

توجهی بر خروجی مدل خواهد داشت. بنابراین با استفاده از 

 ها بین صفر و یک نگاشت شدند:معادله زیر مقادیر داده

minmax          (3)رابطه 

min

xx

xx
X norm






 

ها، حداقل مقدار داده xmin سازی،داده قبل از نرمال xکه 

xmax ها و حداکثر مقدار دادهxnorm  مقدار نرمال شده

 است.

 

 

 
 پیماییهای چاهاهمیت ویژگی مربوط به داده -1شکل 

Fig. 3. The feature importance of well logs 

 های پایهمدل -3-۲

گیری و های یادگیری جمعی نظیر رایدر این مطالعه روش

های رگرسیون خطی، رگرسیون برانبارش به کمک الگوریتم

-ترین همسایه مرحله آموزش را طی میبردار پشتیبان و نزدیک

ای هبندی و تقویت، مدلهای بستهکنند. به منظور آموزش روش

 هایشوند. در ادامه این مدلبرده میپایه درخت تصمیم به کار 

 پایه معرفی خواهند شد.
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 رگرسیون خطی -3-۲-1

رگرسیون خطی ساده یک مدل موردی با یک متغیر مستقل 

و  ندکاست. رگرسیون خطی ساده وابستگی متغیر را تعریف می

تأثیر متغیرهای مستقل را از تأثیر متقابل متغیرهای وابسته 

سازی رابطه خطی مدل رگرسیون خطی هدف از .کندمتمایز می

 ,.Maulud et al)است  و متغیر وابسته بین متغیرهای مستقل

2020). 

 رگرسیون بردار پشتیبان -3-۲-۲

های یادگیری ای از روشرگرسیون بردار پشتیبان زیرمجموعه

نظارت شده است که برای طبقه بندی و وظایف رگرسیون 

تواند روابط بردار پشتیبان می شود. رگرسیوناستفاده می

های ورودی و خروجی را در ابعادی بالاتر غیرخطی بین داده

سازی کند، در نتیجه خطای آموزشی بیاموزد و مدل

اندازه کافی برای دستیابی به شده و خطای توزیع را بهمشاهده

 رساند. این مدل یکیافته به حداقل میکارایی رگرسیون تعمیم

مؤثر  سازیی کارآمد بر اساس یک تئوری بهینهسیستم یادگیر

سازی القایی خطای ساختاری را برای اصل کمینه است که

 Yu etکند )سازی میحل بهینه کلی پیادهدستیابی به یک راه

al., 2018 .) 

 ترین همسایهالگوریتم نزدیک -3-۲-3

و  نیتراز ساده یکی ترین همسایهمدل رگرسیونی نزدیک

 ی مسائل رگرسیون ومورد استفاده برا یهاروش نیتریمیقد

. این مدل از دارد یاغلب عملکرد کارآمد و است یبندطبقه

ها در مجموعه داده ترین نمونهو مشابه ترین نقاط دادهنزدیک

د. کنآموزشی برای تخمین ارزش یک مشاهده جدید استفاده می

ده فاصله مورد استفا کیبه متر یبه طور قابل توجهمدل عملکرد 

با تعیین  ترین همسایهنزدیک مدل رگرسیون .دارد یبستگ

-فاصله بین یک مشاهده جدید و همه مشاهدات موجود در داده

 .(Sumayli, 2023)کند های آموزشی عمل می
 

 درخت تصمیم -3-۲-4

درخت تصمیم مدل مبتنی بر درخت است و یک الگوریتم 

-تواند برای هر دو مدل طبقه یادگیری نظارت شده است که می

 یساختار درخت کی این مدل .بندی و رگرسیون استفاده شود

شده  لیاست که از تعداد دلخواه گره و شاخه در هر گره تشک

 رگید یهاشود. گرهیم دهینام یگره داخل یرونیب یهااست. گره

تابع خاص  کی یورود یهاریمتغ ریشوند. مقادیم دهیبرگ نام

 می. محرک درخت تصمرندیگیآموزش در نظر م را در مرحله

داده شده  یهارا از نمونه میاست که درخت تصم یتمیالگور

با  نهیهب میدرخت تصم افتنی تمیالگوراین کند. هدف یم دیتول

 ,Loh and Discovery) به حداقل رساندن تابع تناسب است

2011.) 

 روش یادگیری جمعی -3-3

است که مدل ییهاروش یبرا یکل یاصطلاح یجمع یریادگی

که  روش کی. کنندیم بیترک یریگمیتصم یمتعدد را برا های

ست که ا یتمیالگور شود،یم دهینام زین هیپا رندهیادگیبه عنوان 

تولید  یو مدل ردیگیم یها را به عنوان وروداز مثال یامجموعه

 دیلتو . با استفاده از مدلدهدیم میها را تعممثال نیکه ا کندیم

 رضف. را انجام داد ینبیشیپ دیجد هاینمونه یتوان برایشده م

چند مدل،  بیاست که با ترک نیا یجمع یریادگی یاصل

جبران  گرید هایمدل واحد احتمالاً توسط مدل کی یخطاها

 کیگروه بهتر از  ینبیشیپ یعملکرد کل جهیو در نت شودیم

مختلف یادگیری  هایدر ادامه روش مدل منفرد خواهد بود.

 جمعی معرفی خواهند شد.

 برانبارش  -1-3-3

های یادگیری جمعی است که روش برانبارش یکی از تکنیک

در ساختار مدل  (.Wolpert, 1992) معرفی شد توسط والپرت

 های پایه مختلفدر لایه یا سطح صفر، مدل دولایه وجود دارد.

(Base learner)  شوند، سپس با یک نوع داده آموزش داده می

بینی هر مدل نسبت به پارامتر هدف به عنوان ورودی به پیش

  (Meta learner) شود. در لایه اول، یک فرامدللایه اول وارد می

بینی نهایی به کمک این مدل صورت بیند و پیشآموزش می

در این مطالعه الگوریتم .(Da Silva et al., 2021)گیرد می

ترین همسایه، رگرسیون بردار پشتیبان و رگرسیون های نزدیک

شوند و به های سطح صفر آموزش داده میخطی به عنوان مدل

 گیرد. ایی انجام میبینی نهمدل، پیشکمک فرا

ها زمانی که ساختار مدل دارای یک لایه باشد تمامی مدل

از این  Votingروش  گیری سهم یکسان دارند.در تصمیم

در  در واقع این مدل فاقد لایه دوم کند.رویکرد استفاده می

با  Votingباشد. در این مطالعه روش ساختار خود می

آموزش   Stackingپارامترهای یکسان به کار برده شده برای

 آشکار شود. Stackingبیند تا تاثیر وجود فرامدل در ساختار می
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 بندی بسته -3-۲-۲

بندی با هدف راهی برای کاهش واریانس مدل توسط روش بسته

این روش برای بهبود  .(Breiman, 1996)بریمن معرفی شد 

-( بهره میBootstrapواریانس از رویکردی به نام بوت استرپ )

های آموزشی به صورت ای با تکرار از دادهبرد که زیر مجموعه

و  یت جایگزینی داردکند. این زیرمجموعه قابلتصادفی ایجاد می

های آموزشی است های آن برابر با دادهتعداد عضو

(Anifowose et al., 2017) نحوه آموزش این روش به صورت .

ها به صورت همزمان مرحله آموزش را موازی است و همه مدل

ه این مفهوم که هر مدل به صورت فردی، مستقل کنند، بطی می

شود و در روند آموزش سایر ها آموزش داده میاز سایر مدل

. باید توجه داشت (Xu et al., 2020)کند ها دخالتی نمیمدل

های پایه از یک نوع هستند اما تعداد متعددی از که تمامی مدل

وند. شبینی به کار برده میا برای بهبود عملکرد پیشهاین مدل

 گیریاین روش سهم تمامی یادگیرندگان را در مرحله تصمیم

-بینی خروجی نهایی که پیشگیرد و پیشیکسان در نظر می

 شود.گیری میهاست، میانگینبینی تمامی مدل

 تقویت تطبیقی  -3-3-3

های وشترین رمندتقویت تطبیقی یکی از پرکاربردترین و قدرت

 (Seuential) یادگیری جمعی است. این روش از آموزش متوالی

کند. در این روش در آغاز پروسه ها استفاده میبرای ساخت مدل

به (، Decision tree) آموزش، با ایجاد یک درخت تصمیم

-های پیششود. سپس وزنها وزن مساوی داده میتمامی داده

وند. شدر مرحله قبل بررسی می بینی شده توسط درخت تصمیم

-گیرند، اما وزن پیشهای ثابت میهای دقیق وزنبینیپیش

یابد تا درخت تصمیم بعدی در های نادرست افزایش میبینی

های نادرست توجه بیشتری کند بینیمرحله آموزش به این پیش

-و خطاهای مدل قبل را اطلاح کند. این روند تا زمانی ادامه می

ی هاتمام یادگیرندگان مرحله آموزش را طی کرده و وزنیابد که 

حل بهینه براساس ها اختصاص یابد. در پایان، راهمعینی به آن

 Tüysüzoğlu and) آیدترکیب همه درختان بدست می

Birant, 2020; Jafarzadeh et al., 2021 .) 

3-3-4- Xgboost 

های روش تقویت گرادیان از زیرمجموعه Xgboostروش 

(Gradient boostingبه شمار می ) آید که توسط چن و

(. در Chen and Guestrin, 2016گاسترین پیشنهاد شد )

مرحله آموزش این مدل، درخت تصمیم ایجاد شده خطای 

بینی شده که همان تابع هزینه یا تابع زیان مقادیر واقعی و پیش

س گیرد. سپسازی تابع صورت میاست را جستجو کرده و بهینه

های درخت بینی یا باقیماندهها بر اساس خطاهای پیشدرخت

 .(Abedi et al., 2022)شوند قبلی ایجاد می

Xgboost  عمدتا به منظور افزایش سرعت و بهبود عملکرد

گیری از تقویت گرادیان توسعه یافته است. این ابزار با دارا با بهره

هایی مثل، پشتیبانی از ساختار موازی ایجاد درخت بودن ویژگی

و استفاده بهینه از منابع حافظه، افزایش سرعت مدل را شامل 

-ی جلوگیری از برازش بیش از حد مدلشود. همچنین برامی

های مشخص تنظیم های درختی ، ضریب تعیینی را در محدوده

 کند. می

3-3-5- Catboost 

روشی نوین است که از تقویت گرادیان  Catboostالگوریتم 

بندی مبتنی بر درخت برای حل مسائل رگرسیون و طبقه

 الگوریتمی را آموزشکند. این روش تقویت گرادیان، استفاده می

ابع سازی تسازی گرادیان، بهینهدهد که در هر تکرار با کمینهمی

دهد. اما این فرایند ممکن است سبب برازش زیان را انجام می

به  Catboostبیش از حد مدل شود. به منظور حل این مشکل 

برای  (Ordered boosting) کمک روش تقویت سفارشی

 ,.Zhang et al)دهد ل را کاهش میتخمین گرادیان، بایاس مد

 برازش بیش از حد مدل . همچنین به منظور کنترل(2020

(Overfitting) های در ساختار درختی، با ایجاد جایگشت

دهد تصادفی تخمین مقادیر درختان تصمیم را انجام می

(Jabeur et al., 2021). 

 ارزیابی مدل -3-4

هاست. آن یابیها، ارزمراحل در ساخت مدل نیتریاتیاز ح یکی

محقق  یسازهدف مدل ایکند که آیم نییتع های مدلابیارز

 یهاکردیرو سهیمقاهمچنین مرحله ارزیابی با . ریخ ایشده است 

در  .کندیفراهم م را ندهیآ قاتیتحق تیهدا ،مختلف یسازمدل

های مرسوم مثل، مدل بینیاین مطالعه برای ارزیابی پیش

های عصبی، رگرسیون خطی، رگرسیون بردار پشتیبان، شبکه

های الگوریتم نزدیک ترین همسایه، درخت تصمیم و روش

و انواع  ANFISو  ANN-PSO ،ANN-GAهیبریدی مثل، 

ی آماری ریشه میانگین مربعات هاهای جمعی از شاخصمدل

 خطا و ضریب همبستگی طبق روابط زیر استفاده شد:

 (0)رابطه 
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𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑦 − 𝑦𝑖)2

𝑛

𝑖=1

      

 (1)رابطه 

𝑅2 = 1 −
∑ (𝑦 − 𝑦𝑖)2𝑛

𝑖=1

∑ (𝑦 − 𝑦̅)2𝑛
𝑖=1

 

 

بینی مقدار پیش yiمقدار واقعی موج برشی،  yکه در آن،

هاست. یک تعداد نمونه nمیانگین مقادیر واقعی و  𝑦̅شده، 

 RMSEنزدیک به یک ولی مقدار  2Rمدل مناسب مقدار 

 پایینی دارد.
 

 بحث و نتایج -4

-های مرسوم و انواع روشدر این مطالعه ساخت و ارزیابی مدل

پیمایی و سرعت های چاههای یادگیری جمعی با استفاده از داده

موج برشی در میدان منصوری انجام گرفت. به این منظور در 

های بهینه، روش حذف ویژگی ست برای انتخاب ویژگیگام نخ

بازگشتی  با رگرسیون خطی به کار برده شد. این الگوریتم با 

-یکند تا به ویژگها، مقادیر ضعیف را حذف میبندی ویژگیرتبه

روش حذف ویژگی  1های بهینه دست یابد. بر اساس شکل 

اگ ل ی،لاگ قطرسنجپیمایی مثل، های چاهبازگشتی برای داده

، کیفوتوالکترفاکتور ، ی، تخلخل نوترونیظاهر ی، چگالیصوت

، یفیط یمحاسبه شده، پرتو گاما یسازند، گاما یمقاومت واقع

، 0ها را انجام داد. طبق شکل بندی ویژگی، رتبهعمق و قطر مته

با افزایش تعداد ورودی، میزان مجذور میانگین مربعات خطا تا 

یابد. روش ه و بعد از آن افزایش میورودی، کاهش یافت 6مقدار 

RFE پیمایی نظیر چگالی ظاهری، تخلخل های معمول چاهلاگ

شده، پرتوی گامای طیفی نوترونی، لاگ صوتی، گامای محاسبه 

ها های بهینه جهت آموزش مدلو عمق را به عنوان ورودی

تعیین کرد. تعیین مقادیر بهینه ورودی با چندین بار آزمایش و 

 صورت گرفت.  RFEمدل  اجرای

 
 های بهینهتعداد ورودی انتخاب -0شکل 

Fig. 4. The optimal number of inputs 

 

های مرسوم و پس از تعیین تعداد بهینه ورودی، مدل

های یادگیری جمعی برای تخمین موج همچنین انواع مدل

 ،هامدلقبل از آموزش ساخته شده و آموزش داده شدند.  برشی

 یهامجموعه یعنیها به دو مجموعه مختلف، مجموعه داده

 اه اولمربوط به چ هایلاگ. شدند میتقس یشیو آزما یآموزش

مورد استفاده قرار  یآموزش ندیفرآ در ساخت مدل هوشمند یبرا

ن مجموعه به عنوا ،دانیم دوم چاه ن،یعلاوه بر ا .گرفتند
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های مختلف و اجتناب از برازش بیش مدل یابیارز یبرا یشیآزما

 ها در مجموعه آموزشی به کار برده شد. از حد مدل

ازدحام ذرات،  -شبکه عصبی های هیبریدی مثلدر مدل

ژنتیک،  الگوریتم-شبکه عصبیو الگوریتم فازی   -شبکه عصبی

های عصبی و متغیرهای مهم تنظیم شدند. در شبکه پارامترها

 یاهاسیها و باوزن برای دستیابی به حداقل خطای خروجی باید

، مقادیر بهینه برای ANN. بنابراین در روش دونش میتنظمدل 

های لایه ورودی، لایه پنهان و خروجی تعیین شد. تعداد نورون

ا هتعداد همسایهترین همسایه مقدار بهینه برای در مدل نزدیک

تعیین شد. همچنین برای رگرسیون بردار پشتیبان تنظیم 

سازی مدل کمک کرد. در مدل و گاما به بهینه Cپارامتر جریمه  

رسانی ازدحام ذرات، آموزش و به روز-هیبریدی شبکه عصبی

-های شبکه عصبی توسط الگوریتم ازدحام ذرات صورت میوزن

، ANN-PSOل بهینه در روش گیرد. بنابراین برای تعیین مد

مقدار بهینه جمعیت اولیه ذرات، تعداد تکرار و پارامترهای ثابت 

C1  وC2 عصبی و شبکه -تعیین شد. همچنین روش فازی

ژنتیک برای تعیین سرعت موج برشی و مقایسه با نتایج -عصبی

ها نیز ها آموزش داده شد و پارامترهای مهم این روشسایر مدل

-سازی شده برای روشمقادیر بهینه 3د. جدول سازی شدنبهینه

 دهد.های مرسوم و هیبریدی را نشان می

نی مدل بیتواند عملکرد پیشتنظیم دقیق هایپرپارامترها می

های جمعی را به مقدار قابل توجهی بهبود بخشد. در تمامی مدل

( برای یافتن بهترین Grid search cvای )از جستجوی شبکه

ها استفاده شد. برای کاهش فضای جستجو فقط مقادیر پارامتر

-تعدادی از مهمترین پارامترها تنظیم شدند. در روش

ترین همسایه، های نزدیکالگوریتم ، stackingو  votingهای

برای آموزش در نظر  و رگرسیون خطی رگرسیون بردار پشتیبان

گرفته شدند. برای مقایسه بین این دو روش فضاهای جستجوی 

ها به کار برده شد. هایپرپارامترهای تنظیم شده برای آنیکسان 

ها در شامل تعداد همسایه Stackingو  Votingدو مدل 

در  Cترین همسایه، گاما و پارامتر جریمه الگوریتم نزدیک

-پارامتر baggingرگرسیون بردار پشتیبان هستند. برای مدل 

 نه تنظیمگر و حداکثر نموگر پایه، تعداد تخمینهای تخمین

مقادیر بهینه برای  Adaboostشدند. در الگوریتم 

ی گر پایه و نرخ یادگیرگر، تخمینهایپرپارامترهای تعداد تخمین

برای ایجاد مدل  Xgboostبدست آمد. همچنین در الگوریتم 

گر درخت، تعداد تخمین بهینه از هایپرپارامترهای حداکثر عمق

پارامترهای  Catboost دل و نرخ یادگیری استفاده شد و برای م

حداکثر عمق درخت، نرخ یادگیری و تعداد تکرار تنظیم شدند. 

گزارش  0ها در جدول مجموعه هایپرپارامترها و مقادیر بهینه آن

 اند.شده

های بهینه و تنظیم هایپرپارامترها، پس از انتخاب ویژگی

 ها برای تعیین موج برشی صورتبینی مدلمقایسه عملکرد پیش

-دهنده نتایج آماری روشبه ترتیب نشان 0و  1رفت. جدول گ

های یادگیری جمعی در تخمین موج برشی های مرسوم و روش

های مرسوم، الگوریتم شبکه عصبی با مجذور است. از بین روش

 48160و ضریب هبستگی  48300میانگین مربعات خطا برابر 

ای هالگوریتم عملکرد بهتری را ارائه داد. نتایج نشان داد تمامی

های مرسوم داشتند. جمعی عملکردی بهتری نسبت به مدل

تطابق بین مقادیر واقعی و براورد شده موج برشی را  .شکل 

دهد. همچنین از بین تمامی های جمعی نشان میبرای مدل

ترین تطابق را با مقادیر واقعی بیش Catboostها، روش مدل

 Catboostتطابق بالای روش  7و  6نشان داد. شکل  موج برشی

هد. ددر تخمین موج برشی نسبت به مقادیر واقعی را نشان می

Catboost ترین مقدار با بیشR2  و کمترین میزانRMSE  در

مرحله آزمایش مدل، بهترین عملکرد را در تخمین موج برشی 

-کمو  RMSEداشت. روش رگرسیون خطی، با بالاترین مقادیر 

در بین  بینی راترین میزان عملکرد پیش، ضعیفR2ترین میزان 

ها نشان داد. رگرسیون خطی، رگرسیون بردار تمامی مدل

فی در ترین همسایه نتایج نسبتا ضعیپشتیبان و الگوریتم نزدیک

ا هبینی موج برشی داشتند، اما با به کارگیری این الگوریتمپیش

گیری و برانبارش در ، رایهای تجمیعی مثلدر ساختار مدل

ای حاصل شد. وجود بینی موج برشی بهبود قابل ملاحظهپیش

دار سبب گیری وزنو میانگین stackingفرامدل در ساختار 

شد.  Votingبهبود عملکرد قابل توجه مدل نسبت به روش 

در مقایسه  Xgboostو  Adaboostهای تقویت مثل الگوریتم

وج بینی منمایش دادند و برای پیش عملکرد بهتری Baggingبا 

 تر باشند. توانند قابل اعتمادبرشی می
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 های هیبریدیهای مرسوم و روشهایپرپارامترهای تنظیم شده برای مدل -3جدول 

Table 1. Tuned hyperparameters for conventional models and hybrid methods 

 

 
 های یادگیری جمعیهایپرپارامترهای تنظیم شده برای مدل -0جدول 

Table 2. Tuned hyperparameters for ensemble learning models 
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و  های مرسوموزشی و آزمایشی برای مدلهای آم( مربوط به دادهR2( و ضریب همبستگی )RMSEمقایسه ریشه میانگین مربعات خطا ) -1جدول 

 های هیبریدیروش

Table 3. Comparison of root mean square error and correlation coefficient related to training and testing data for 

conventional models and hybrid methods 

 
 

های یادگیری های آموزشی و آزمایشی برای مدل( مربوط به دادهR2ضریب همبستگی ) ( وRMSEمقایسه ریشه میانگین مربعات خطا ) -0جدول 

 جمعی

Table 4. Comparison of root mean square error and correlation coefficient related to training and testing data for ensemble 

learning models  
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 های یادگیری جمعی برای داده آزمایش( توسط روشPredicted( و مقادیر تخمین زده شده )Realاقعی )مقایسه سرعت موج برشی و -. شکل

Fig. 5. Comparison of real and predicted shear wave velocity ensemble learning for test data 

 



 
 3، شماره 30، دوره 3041بهار  زمین شناسی کاربردی پیشرفته

 

3.3 

 

 

 آزمایشداده برای  Catboostوج برشی توسط روش ( مReal( و واقعی )Predictedبینی شده )خوب بین مقادیر پیش تطابق -6 شکل

Fig. 6. The Catboost model demonstrates a strong correlation between predicted and actual shear wave velocity values 

for the test data. 
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(  b)های آزمایش، ( در دادهRealو مقادیر واقعی موج برشی ) ( توسط مدل کت بوستPredictedبینی شده )مطابقت موج برشی پیش( a) -7شکل 

 .هیستوگرام خطای مربوط به روش کت بوست

Fig. 7. (a) Correspondence of the predicted shear wave by the Catboost model and the real shear wave in the test data, 

(b) Error histogram of the Catboost method. 

 

 گیرینتیجه -5

نتایج نشان داد که استراتژی یادگیری جمعی، روشی دقیق، 

بینی اهداف ارائه داد. هر یک صرفه برای پیشبه سریع و مقرون 

بینی های یادگیری جمعی مورد استفاده برای پیشاز مدل

حل ها و ساختار متفاوتی برای مفاهیم، روش موج برشی، سرعت

مسائل دارند، اما نتایج این مطالعه بسیار قابل اعتماد و نزدیک 

به یکدیگر بود که شاخص خوبی برای تأیید مفاهیم اساسی آنها 

های عصبی های مرسوم مثل شبکهبرای حل مسائل است. مدل

بینی موج برشی عملکرد نسبتا های هیبریدی در پیشو مدل

م، شبکه عصبی بهترین های مرسوخوبی ارائه دادند. بین مدل

گیری شده برای شبکه عصبی با نتایج را ارائه داد. خطای اندازه

 48300در چاه تست، میزان  RMSE استفاده از پارامتر ارزیابی

 RMSEهای یادگیری جمعی میزان ثبت شد. اما تمامی روش

های یادگیری را نشان دادند. همچنین الگوریتم 483کمتر از 

های مرسوم ضریب همبستگی بالاتری جمعی نسبت به روش

های تجمیعی مثل نشان دادند. نتایج نشان داد آموزش مدل

های انفرادی معمول گیری و برانبارش می تواند ضعف روشرای

مثل رگرسیون بردار پشتیبان، رگرسیون خطی و الگوریتم 
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ینی بترین همسایه را پوشش دهد و نتایج بهتری در پیشنزدیک

های یادگیری در بین تمامی روشصل شود. موج برشی حا

ها عملکرد بهتری نسبت به سایر الگوریتم Catboostماشینی، 

روش معرفی شده در این مطالعه قادر به تخمین سرعت داشت. 

های تصویرگر صوتی دو هایی است که دادهامواج برشی برای چاه

با  یتواند به عنوان روشمیندارند. همچنین این الگوریتم  قطبی

قدرت اطمینان و تعمیم بالا برای برآورد سایر خواص مخزن 

 استفاده شود.
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