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1-Introduction 

Understanding and assessing the petrophysical and lithological parameters of oil and gas reservoirs through 

various well logs is a crucial component of the oil industry, particularly during the exploration and 
production stages. Compressional waves velocity alone does not adequately characterize formation 

properties, especially lithology, due to significant overlap in compressional wave velocities across different 

rocks types. However, the additional insights provided by shear wave velocity can help reduce these 
associated uncertainties (Mohammadnia et al., 1382). Well-log data is one of the most important sources 

of information for identifying rock properties in subsurface formations. Seismic wave velocity and other 

petrophysical data are effective in assessing the properties of rocks and underground fluids. Shear wave 

velocity is a crucial parameter in geophysical and geomechanical studies and provides valuable information 
for determining pore pressure, pores fluid types, and the mechanical properties of reservoir rocks. Shear 

wave velocity is typically measured with DSI tools or trough laboratory testing. However, DSI tools are 

not recorded in many wells, especially old wells, due to their high cost. 

On the other hand, laboratory core measurements are time-consuming and costly, and since the number 

of cores in wells is limited and discontinuous, they cannot express the properties of subsurface rocks. 

Therefore, it would be highly beneficial to employ a method capable of rapidly and cost-effectively 

predicting shear wave velocity along a well's depth. Several methods have been proposed to predict shear 
wave velocity using log data, among the most notable of which are those developed by Castagna et al. 

(1985), Eskandari et al. (2004), Pickett (1963) and Coello (2007). 

2-Material and methods 
In this study, the logs SGR, CGR, DT, RHOB, RT, NPHI, CALIPER, Vp, and PEF were available for 

estimating shear wave velocity using deep learning algorithms. 

To identify the most influential features and appropriate inputs for these algorithms, the correlation 
coefficient of each feature with the shear wave velocity were evaluated. One method for feature selection 

is calculating the Pearson correlation coefficient. Based on Pearson's correlation, the Vp, RHOB, NPHI, 

and CALIPER logs were selected as algorithms inputs, as adding other logs increased error and reduced 

accuracy. Figure 1 shows feature selection using the Pearson correlation matrix. 

In research work, a total of 1633 data points were available, with 204 data points set aside as blind data 

to validate the algorithm's results. The remaining data were divided into two parts for training and testing 

purposes. Specially, 80% of the data (1143 data points) were allocated for training, while 20%  of  the data 
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(286 data points) were designated for testing. To enhance accuracy, data normalization was performed 

using the Min-Max normalization function, which scales the data zero and one. 

The Adam optimizer was used for optimization. Model evaluation and comparison among  deep  

learning algorithms were carried out using RMSE, MSE, MAE error, and the R2 coefficient, with the 

formulas presented in Equations 1, 2, 3, and 4. 

 

 

Fig. 1. Selection features using Pearson correlation matrix. 
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3-Results and discussions 

This study examined the results of three deep learning algorithms-MLP, LSTM+MLP, and CNN +MLP- 
by calculating RMSE,  MSE, MAE error, and R2 for training, testing, and blind  datasets. Table 1 displays 

the prediction errors and accuracy of shear wave velocity based on the test (20%) subset.  Figure 2 compares 

the predicted and measured shear wave velocity values for both training and test data while Table 2 provides 
the Vs prediction errors and accuracy results for the blind subsets. Fig. 3, shows the comparison between 

predicted and measured Vs for blind dataset. 

Table 1. Shear wave velocity Prediction errors and accuracy for test data records using a deep learning algorithm. 

Deep Learning 

models 

MAE MSE RMSE 2R 

MLP 0.0084 0.0001 0.0119 0.9645 

LSTM+MLP 0.0067 7.1806e-5 0.0084 0.9821 
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CNN+MLP 0.0050 3.7743e-5 0.0061 0.9906 

 

Fig. 2. Display of Vs., predict using deep learning algorithms for train and test data. (a), Vs. Prediction for train and 

test data using MLP algorithm. (b), Vs prediction using LSTM+MLP. (c), Vs. Prediction using CNN+MLP. Blue log 

(Vs. measured for training (original data)), orange log (Vs. predicted for training data), green log (Vs. measured for 

test data (original data)), and red log (Vs. predicted for test data). 

 

Table 2. Vs prediction errors and accuracy for blind data records using deep learning algorithms. 

Deep Learning 

models 

MAE MSE RMSE 2R 

MLP 0.0185 0.0005 0.0235 0.7989 

LSTM+MLP 0.0082 8.8125e-5 0.0093 0.8984 

CNN+MLP 0.0052 6.8915e-5 0.0083 0.9032 

 

 

Fig. 3. Display of Vs. Predicts using deep learning algorithms for blind data. (a), Vs prediction for blind data using 

MLP algorithm. (b), Vs prediction using LSTM+MLP. (c), Vs. Prediction using CNN+MLP. Blue log (Vs. predicted), 

orange log (Vs. measured). 

 

4-Conclusion 

Considering the importance of shear wave velocity in determining reservoir parameters, rock physics, and 

geomechanical models and the unavailability of DSI logs in most wells, it is necessary to use a cheap and 
accurate method to predict shear wave velocity. This study employed deep learning approaches, specially 

the MLP, LSTM+MLP, and CNN+MLP algorithms - to estimate shear wave velocity, selecting appropriate 

input features base on Pearson's correlation coefficient. Comparison of results from these three algorithms 
indicates that LSTM+MLP and CNN+MLP algorithms perform well in predicting shear wave velocity, as 

they achieve low error rates and acceptable coefficient of determination for both test and blind datasets. 
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This suggests that they can be effectively used with standard well log data. So, in general, these findings 

demonstrate that deep learning algorithms provide a reliable method for predicting shear wave velocity 
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 چکیده
 هایمدل یسرعت موج برش نییتع یاست. برا یکیو ژئومکان یکیزیپتروف هایسازیاثرگذار در مدل یپارامترها نیتراز مهم یکی یسرعت موج برش

روش ردگییمورد استفاده قرار م ادیز رایکه اخ هاییاز روش یکی. هستندخاص  ایمنطقه مختص آنها از کدام هر که اندشده یمعرف یادیز یتجرب

 رانیجنوب غرب ا یدروکربنیمخازن ه هایاز چاه یکیدر  قیعم یریادگیبا استفاده از روش  یمطالعه سرعت موج برش نیا درهوشمند است. های

 بیمقاله از ضر نیدر ا .مشخص شود هاتمیموثر الگور هاییژگیهست که و ازیابتدا ن قیعم یریادگیشده است. جهت استفاده از روش  ینبیشیپ

(، شبکه عصبی بازگشتی + MLPعصبی پرسپترون چندلایه )شبکه استفاده شد و در ادامه با استفاده از  هایژگیانتخاب و یبرا رسونیپ یهمبستگ

 یسرعت موج برش (CNN+MLPعصبی تبدیلی + شبکه عصبی پرسپترون چندلایه ) شبکه(، LSTM+MLPشبکه عصبی پرسپترون چندلایه )

 یبخش هاتمیالگور جیاز نتا نانیاطم جهت نیهمچن .دیمحاسبه گرد های آموزش و تستداده یبرا( R2) نییتع بیزده شد و مقدار خطا و ضر نیتخم

𝑅𝑀𝐿𝑃ضریب تعیین  که دیمحاسبه گرد ها نیزاین داده یبرا نییتع بیکنار گذاشته شد و خطا و ضر شاهداز داده به عنوان داده 
2 =

0.7989، 𝑅𝐿𝑆𝑇𝑀+𝑀𝐿𝑃
2 = 0.8984، 𝑅𝐶𝑁𝑁+𝑀𝐿𝑃

2 = بوط مر نییتع بیضر ر بودنخطا و کمت بودن بالاتربه دست آمده است. نتایج بیانگر  0.9032

 جهت قیعم یریادگی هایروش توان ازبا توجه به نتایج حاصل شده میاست.  CNN+MLP و LSTM+MLPهای شبکه به نسبت MLP شبکه به

 هزینه استفاده کرد.به عنوان روشی مناسب و کم یسرعت موج برش ینبیشیپ

 ، مخزن آسماری، یادگیری عمیقDSIلاگ  پتروفیزیکی،سرعت موج برشی، داده های  :کلیدی هایواژه

 
 مقدمه-3

ازن شناسی مخشناخت و ارزیابی پارامترهای پتروفیزیکی و سنگ

پیمایی، امروزه به گاز با استفاده از نمودارهای مختلف چاه نفت و

های صنعت نفت در مراحل ترین بخشعنوان یکی از اصلی

شود. سرعت امواج تراکمی به اکتشاف و تولید مخزن محسوب می

تنهایی تشخیص دهنده خوبی برای خصوصیات سازندها به ویژه 

ف های مختلنگلیتولوژی نیست، زیرا سرعت امواج تراکمی در س

باشد و اطلاعات اضافی فراهم شده پوشانی زیادی میدارای هم

تواند ابهامات مربوطه را کاهش وسیله سرعت امواج برسی میهب

ترین منابع . یکی از مهم(Wong and Nikravesh, 2001)دهد 

های سازندهای زیرزمین، اطلاعاتی جهت تعیین خواص سنگ

ای در کنار سایر سرعت امواج لرزه نگاری هستند.های چاهداده

ا و هاطلاعات پتروفیزیکی ابزار مناسبی جهت تعیین خواص سنگ

سیالات زیر زمین هستند. سرعت موج برشی پارامتری کلیدی در 

مطالعات ژئوفیزیکی و ژئومکانیکی بوده و اطلاعات ارزشمندی 

برای تعیین فشار منفذی، نوع سیالات موجود در منافذ و تعیین 

گیری کند. اندازههای مخزن فراهم میواص مکانیکی سنگخ

های آزمایشگاهی گیرییا اندازه DSIسرعت موج برشی با ابزار 

های ها، به خصوص چاهگیرد که در بسیاری از چاهصورت می

شود. از طرف به دلیل هزینه بالا ثبت نمی DSIقدیمی از ابزار 

 بر بوده وبر و هزینهی زمانگیری آزمایشگاهها در اندازهدیگر مغزه

 مقاله پژوهشی
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-ها محدود و به صورت ناپیوسته میها در چاهچون تعداد مغزه

های زیر زمین را به خوبی بیان کند. تواند خواص سنگنمی باشند

پس استفاده از روشی که در مدت زمان کم و با هزینه کمتری 

-بتواند سرعت موج برشی را در یک چاه به صورت پیوسته پیش

 بینی سرعتهایی برای پیشآل خواهد بود. روشند، ایدهبینی ک

د کننهای لاگ استفاده میموج برشی مطرح شده است که از داده

و همکاران  Castagna توان به رابطهترین روابط میکه از مهم

(3095 ،)Eskandari ( 1440و همکاران)، Pickett( ،3061،) 

Coello ( و 1446و همکاران )Brocher( ،1445 ) .اشاره کرد 

 بینی سرعت موج برشی.روابط تجربی متداول جهت پیش -3جدول
Table 1. Common empirical formulas used to predict shear wave velocity. 

Model’s name Empirical equation 

Pickett, 1963 𝐕𝐬 = 𝐕𝐩 𝟏. 𝟗⁄  

Castagna et al, 1985 Vs = 1.0168Vp − 0.05509Vp
2 − 1.0305 

Eskandari et al, 2004 Vs = 1.612Vp − 0.1236Vp
2 − 2.0357 

Brocher, 2005 Vs = 0.0064Vp
4 − 0.1238Vp

3 + 0.7949Vp
2 − 1.2344Vp + 0.7758 

Coello et al, 2007 Vs = 1.09913326Vp
0.9238115636 

 علائم اختصاری به کار رفته در مقاله بیان شده است. 1در جدول 
 

بینی هوشمند در پیش هایروشهای اخیر استفاده از در سال

مسائل مهندسی نفت به صورت چشمگیری افزایش یافته است. 

Huang  های ژنتیک از منطق فازی و الگوریتم (1443)و همکاران

ه بینی تراوایی در مخازن نفتی استفادهای عصبی برای پیشو شبکه

-( با استفاده از نمودارهای چاه1441) Helleو  Bhattکردند. 

ینی ببی تخلخل و تراوایی را پیشهای عصپیمایی و به کمک شبکه

( جهت تخمین سرعت موج 1440و همکاران ) Eskandariکردند. 

برشی از رگرسیون چندگانه و شبکه عصبی مصنوعی استفاده 

( با استفاده از یادگیری ماشین 1446و همکاران ) Rezaeeکردند. 

(FL, ANN, ANFISسرعت موج برشی را پیش ) .بینی کردند

Rajabi بینی های هوشمند برای پیش( از روش1434اران )و همک

نگاری استفاده های چاهسرعت موج برشی و استونلی براساس داده

( با استفاده از 1433) Abdulraheemو  Anifowoseکردند. 

های هوشمند منطق فازی و رگرسیون بردار پشتیبان تخلخل روش

 (1443ران )و همکا Moatazedianبینی کردند. و تراوایی را پیش

-سرعت موج برشی و تراکمی را با استفاده از الگوریتم ژنتیک پیش

های ( از شبکه1431) Bagheripourو  Asoodehبینی کردند. 

ت بینی سرعروفازی برای پیشرعصبی مصنوعی، منطق فازی و ن

( از ترکیب 1430و همکاران ) Malekiموج برشی استفاده کردند. 

ینی سرعت بهای عصبی برای پیششبکه رگرسیون بردار پشتیبان و

( با 1430و همکاران ) Gholamiموج برشی استفاده کردند. 

( سرعت موج برشی MLPهای یادگیری ماشین )استفاده از روش

( به کمک 1430و همکاران ) Akhundiبینی کردند. را پیش

بینی کردند. ( سرعت موج برشی را پیشANNیادگیری ماشین )

KadkhodaeiIlkhachi (1435از الگوریتم بهینه ) ساز کلونی

مورچگان برای تخمین سرعت موج برشی استفاده کرد. 

Bagheripour ( از رگرسیون بردار پشتیبان 1435و همکاران )

 Al-Dousariبینی سرعت موج برشی استفاده کردند. جهت پیش

( GRNN( با استفاده از یادگیری ماشین )1436و همکاران )

( با 1436و همکاران ) Behniaرشی تخمین زدند. سرعت موج ب

( سرعت موج برشی را تخمین GEP & ANFISیادگیری ماشین )

 MLP( با یادگیری ماشین )1430و همکاران ) Mehrginiزدند. 

& ENN .سرعت موج برشی را تخمین زدند )Zhang  و همکاران

( سرعت موج برشی را تخمین LSTM( با یادگیری عمیق )1414)

 ,ONN( با یادگیری ماشین )1414و همکاران ) Gholamiد. زدن

OFIS, OSVR & CMبینی کردند. ( سرعت موج برشی را پیش

Ghorbani ( ( با یادگیری ماشین )1413و همکارانLSSVM-

GAبینی کردند. ( سرعت موج برشی را پیشEbrahimi  و

های ( با استفاده از یادگیری ماشین )الگوریتم1411همکاران )

MLP-ANN ،ANFIS ،MGGPهای چاه سرعت موج ( و داده

( با استفاده از 1411و همکاران ) Rajabiبرشی را تخمین زدند. 

نمودارهای  ( و دادهELMو  MLPیادگیری ماشین )الگوریتم های 

و  Gholamiپتروفیزیکی سرعت موج برشی را تخمین زدند. 

که شب لگوریتم( با استفاده از یادگیری ماشین )ا1411همکاران )

های پتروفیزیکی عصبی مصنوعی، منطق فازی و نروفازی( و لاگ

و  Nasrniaبینی کردند. سرعت موج برشی کند و تند را پیش

های فیزیکی های هوشمند و مدل( با ترکیب روش1411همکاران )

د های هوشمنبینی کردند. روشسنگی سرعت موج برشی را پیش

(، سیستم استنتاج FLفازی ) (، منطقNNشامل شبکه عصبی )

سه مطالعه در این باشد. ( میANFISعصبی تطبیقی )-فازی
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 ,MLP, LSTM+MLPالگوریتم یادگیری عمیق شامل 

CNN+MLP بینی سرعت موج برشی استفاده شده جهت پیش

ت بینی سرعاست. هدف از این مطالعه ارائه الگوریتمی برای پیش

کننده  کدیگر است، که نتایج بیانموج برشی و مقایسه این نتایج با ی

سرعت موج  تخمینیادگیری عمیق برای  هایالگوریتمکاربرد 

  باشد.برشی می

علائم اختصاری. -1جدول  
Table 2. Abbreviation signs. 

AI: Artificial intelligence 
ANFIS: Adaptive neuro-fuzzy inference system 

ANN: Artificial neural network  

ASR: Automatic speech recognition  

BPANN: Backpropagation artificial neural network 

CHAL: Caliper log  

CNL: Compensate neutron log  

CNN: Convolutional neural network 

DL: Deep learning  
DNN: Deep neural network  

DT: Acoustic (sonic) log  

ELM: Extreme learning machine 

ENN: Elman neural network 

FFANN: Feedforward artificial neural network 

FL: Fuzzy logic 

GA: Genetic algorithm 

GEP: Gene expression programming 

GR: Gamma ray log  

GRA: Grey relational analysis LSTM Long short-term memory networks 

GRG: Generalized reduced gradient 
GRNN: General regression neural network 

LSSVM: Least-squares support-vector machines 

LSTM: Long short-term memory networks 

MAE: Mean absolute error  

MAPE: Mean absolute percentage error 

MF: Memetic firefly 

ML: Machine learning technique  

MLEM: Multi extreme learning machine 

MLP: Multi-layer perceptron 

MLP-ANN: Multi-layer perceptron artificial neural network 

MSE: Mean square error 
MGGP: Multi-gene genetic programming 

NARX: Nonlinear autoregressive network with exogenous inputs 

NRMSE: Normalized Root Mean Squared Error 

OFIS: Optimized fuzzy inference 

ONN: Optimized neural network 

OSVR: Optimized support vector regression 

PSO: Particle swarm optimization  

R2: Coefficient of determination  

RHOB: Density log  

RMSE: Root mean square error  

RNN: Recurrent neutral network  

RS: Shallow lateral resistivity log  
RT: Formation true resistivity 

SFIS: Surgeon's fuzzy inference 

SML: Single machine learning 

SVM: Support vector machine 

SVR: Support vector regression  

Vs: Shear wave velocity  

Vp: Compressional wave velocity 
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 شناسی زمین -2

 شناسی منطقه مورد مطالعه زمین-1-2
های یکی از میادین های مورد استفاده مربوط به یکی چاهداده

این میدان توسط  باشد.هیدروکربنی در جنوب غرب ایران می

-شرکت اکتشاف و تولید نفت ایران کشف شد و یکی از بزرگ

های نفتی حوضه زاگرس است، که در بخش خاوری ترین میدان

منطقه ساختاری فروافتادگی دزفول قرار دارد. این میدان با روند 

شرقی در قسمت غربی تا مرکزی و روند جنوب-غربیشمال

 انتهای شرقی، امتداد یافته غربی، در قسمتشرقی جنوبشمال

درجه در  65-05تاقدیس این میدان دارای بیشینه شیب است. 

درجه در یال شمال خاوری است.  05-14یال جنوب باختری و 

ترین سطح تماس آب و نفت در فاصله میان ستیغ مخزن و ژرف

متر است. ساختار این میدان در  1444سازند آسماری حدود 

-وع است، به طوری که در دماغه شمالهای عرضی متننیمرخ

باختری متقارن و در کوهانه باختری به سوی مرکز نامتقارن با 

درجه و به سوی شمال خاور تا دماغه  64بیشینه شیب حدود 

خاوری حالت نیمه متقارن به خود گرفته است. این تغییر شکل 

خوردگی در این دهنده تنوع سازوکار چینساختار، نشان

-ای سازوکار چینهای لرزهت. همچنین نیمرختاقدیس اس

دهند که از مرکز نشان میخوردگی این تاقدیس را از نوع هم

خوردگی همراه سطح به ژرفا با کاهش فضای موجود در اثر چین

بوده است. این کاهش فضا با گسلش در یال جنوبی همراه بوده 

که شیب گسل به تدریج کم شده تا این که به سطح جدایشی 

سازند  رخنمون سطحی این میدان،شود. تاقدیس منتهی می

های بنگستان و بوده و سازندهای آسماری و گروه آغاجاری

. باشندهیدروکربوری موجود در این میدان میخامی، مخازن 

این میدان است، که خود  سنگ مخزن ترینمهم سازند آسماری

های مخزنی یک، دو، سه است. لایهلایه مخزنی تقسیم شده 6به 

اند، بنابراین تشکیل شده دولومیتی هایطور عمده از کربناتبه

( دولومیت درصد 04ها به ویژه در لایه یک )تراکم شکستگی

های مخزنی چهار، پنج و شش این میدان، بیشتر است. در لایه

های شیلی و مارنی، همچنین کاهش زایش لایهبه دلیل اف

 ;Motiei, 2009د )شوها کمتر میشکنندگی، تراکم شکستگی

Serkati and Letouzey, 2004).  به منظور افزایش ظرفیت

 15طور متوسط روزانه برداشت نفت خام از این میدان، به

میلیون متر مکعب گاز، از طریق ایستگاه تزریق گاز به مخزن 

های موجود در یکی از داده .شوداین میدان تزریق می آسماری

-های این میدان جهت تخمین سرعت موج برشی شامل لاگچاه

(، زمان CGR(، گامای تصحیح شده )SGRهای گامای طبیعی )

(، لاگ مقاومت RHOB(، لاگ چگالی )DTموج صوتی تراکمی )

(، لاگ قطرسنجی NPHI(، لاگ نوترون )RTویژه )

(CALIPER ،)( لاگ سرعت موج فشاریVp لاگ سرعت ،)

باشد که در ( میPEF( و لاگ فوتوالکتریک )VSموج برشی )

متری قرار دارند. در  69/1600تا  16/1509محدوده عمقی 

 اند.های موجود در چاه موردنظر ترسیم شده، لاگ3شکل 

 روش تحقیق-3

  شبکه عصبی پرسپترون چندلایه-3-1
های ای از شبکهلایه، دستهشبکه عصبی پرسپترون چند 

در یک شبکه  .شوندعصبی مصنوعی پیشخور محسوب می

ها وجود خواهند عصبی پرسپترون چندلایه، حداقل سه لایه گره

های شبکه داشت: لایه ورودی، لایه نهان، لایه خروجی. گره

شود، واحدهای محاسباتی در عصبی که به آنها نرون گفته می

شوند. در این شبکه عصبی، از یک شبکه عصبی محسوب می

های لایه بعدی های لایه اول )ورودی(، به عنوان ورودیخروجی

شوند؛ این کار به همین شکل ادامه پیدا )پنهان( استفاده می

های ها، خروجیکند، تا زمانی که، پس از تعداد خاصی از لایهمی

های لایه خروجی مورد آخرین لایه پنهان به عنوان ورودی

هایی که بین لایه ورودی و خروجی به لایه گیرد.فاده قرار میاست

(. Alavi et al, 2010شود )میگیرد لایه پنهان گفته قرار می

ها نیز ای از وزنهای پرسپترون چند لایه حاوی مجموعهشبکه

هستند که باید برای آموزش و یادگیری شبکه عصبی تنظیم 

ا پرسپترون چندلایه ر، شماتیکی از شبکه عصبی 1شکل  شوند.

 دهد.نشان می

 بازگشتی عصبیشبکه -2-3
شبکه عصبی بازگشتی یک شبکه عصبی است که خروجی هر 

 شود، بلکه خروجیهای پیشین مربوط میتنها به لایه سلول نه

عبارت دیگر، کند؛ بههر سلول ورودی خودش را نیز تغذیه می

کان را به تی این امشبکه بازگشتی با استفاده از یک حلقه بازگش

عات به دست آمده )آخرین وضعیت( توسط لاآورد تا اطوجود می

شبکه در پایان هر محاسبه برای محاسبات آتی مورد استفاده 

، معماری یک نرون در شبکه عصبی بازگشتی 1قرار گیرد. شکل 

یک  و  t ،xtدهد که دارای یک ورودی در لحظه را نشان می

در حقیقت خروجی این سلول  ht-1است.  ht-1ورودی دیگر 

 )آخرین خروجی نرون( بوده است. t-1شبکه عصبی در لحظه 

https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%A2%D8%BA%D8%A7%D8%AC%D8%A7%D8%B1%DB%8C
https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%A2%D8%BA%D8%A7%D8%AC%D8%A7%D8%B1%DB%8C
https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%A2%D8%BA%D8%A7%D8%AC%D8%A7%D8%B1%DB%8C
https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%A2%D8%B3%D9%85%D8%A7%D8%B1%DB%8C
https://fa.wikipedia.org/wiki/%D8%B3%D9%86%DA%AF_%D9%85%D8%AE%D8%B2%D9%86
https://fa.wikipedia.org/wiki/%D8%B3%D9%86%DA%AF_%D9%85%D8%AE%D8%B2%D9%86
https://fa.wikipedia.org/wiki/%D8%AF%D9%88%D9%84%D9%88%D9%85%DB%8C%D8%AA
https://fa.wikipedia.org/wiki/%D8%AF%D9%88%D9%84%D9%88%D9%85%DB%8C%D8%AA
https://fa.wikipedia.org/wiki/%D8%AF%D9%88%D9%84%D9%88%D9%85%DB%8C%D8%AA
https://fa.wikipedia.org/wiki/%D8%AF%D9%88%D9%84%D9%88%D9%85%DB%8C%D8%AA
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های عصبی بازگشتی، ناتوانی آنها در یکی از مشکلات شبکه

یادگیری وابستگی بلندمدت است. برای رفع این مشکل 

 ,Hochreiter & Schmidhuber) اشمیت هوبرو هوچریتر 

ای عصبی بازگشتی پیشنهاد ه(، یک معماری برای شبکه1997

( LSTMمدت )کردند که به معماری حافظه طولانی کوتاه

معروف شد و قادر بود تا نقصان فراموشی ذکر شده را جبران 

از زمان معرفی  .(Hochreiter & Schmidhuber, 1997) کند

تاکنون بهبودهایی در راستای افزایش کارآیی  LSTMمعماری 

  LSTM، ساختار یک بلاک 0شکل  بر روی آن انجام شده است.

شود را که شامل سه دروازه ورودی، خروجی و فراموشی می

به صورت بازگشتی به  LSTMدهد. خروجی بلاک نشان می

شود. ورودی بلاک و ورودی سه گیت نامبرده شده متصل می

های ورودی و خروجی معمولا تابع سازی در گیتتوابع فعال

سازی در گیت فراموشی تابع ع فعالتانژانت هذلولی است و تاب

-چین شامل اتصالات غیروزنسیگمویید است. اتصالات غیرنقطه

 دار هستند.دار همگی وزنچیندار هستند و اتصالات نقطه

 
، RT: 5، ستونNPHI: 0، ستونRHOB: 1، ستونCGRو  SGR: 1، ستونDepth: 3های موجود در چاه. از چپ به راست: ستون لاگ -3شکل 

 .Lithology: 0و ستون PEF: 9، ستونVsو  Vp: 6، ستونDT: 6ستون
Fig 1. The logs in the well. From left to right: column 1: Depth, column 2: CGR and SGR, column 3: RHOB, column 4: 
NPHI, column 5: RT, column 6: DT, column 7: Vp and Vs, column 8: PEF, column 9: Lithology. 

 

 
 MLP (Alavi et al, 2010.)شماتیک شبکه  -1شکل

Fig. 2. Schematic diagram of MLP (Alavi et al, 2010). 
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 .(Greff et.al, 2017) ساختار یک نرون در شبکه عصبی بازگشتی -1شکل 

Fig 3. The structure of a neuron in a recurrent neural network (Greff et.al, 2017). 
 

 
 .LSTM (Greff et.al, 2017)ساختار یک بلاک  -0شکل 

Fig 4. The structure of an LSTM block (Greff et.al, 2017). 

 شبکه عصبی تبدیلی -3-3

اگرچه، شبکه معرفی شد.  3004و  3094های این روش در دهه

دست فراموشی سپرده شد، با این عصبی تبدیلی برای مدتی به

 CNN orو با اصلاح شبکه عصبی تبدیلی ) 1431حال از سال 

ConvNet پیشرفت زیادی در اکثر حوزه ماشین داشته و با ،)

 . (Geo & Liu, 2015) سرعت زیادی در حال گسترش است

داد پارامترهای توان به کاهش تعمی CNN از مزایای روش

ها اشاره کرد. همچنین گذاری وزنوزن به کمک مفهوم اشتراک

های یک پیکسل در ها در این روش، همسایگیدر تولید ویژگی

شود که با فرض یکسان بودن خواص آماری نظر گرفته می

 ,Guo et al) های یک بخش در تصاویر سازگار استپیکسل

ها به رسپترون نورونهای عصبی چندلایه پ. در شبکه(2015

یکدیگر متصل هستند و با افزایش بعد تصاویر،  اصورت کامل ب

تعداد اتصالات و پارامترهای آزاد بسیار زیاد شده و در نتیجه 

های آموزشی بسیار حجیمی لازم خواهد بود. بنابراین ممکن داده

 هایاست در طول آموزش به دلیل متناسب نبودن تعداد نمونه

. (Lecun et al, 1998) برازش رخ دهدل بیشآموزشی، مشک

های عصبی چندلایه پرسپترون در برابر نویز همچنین شبکه

ترین نقاط ضعف دهند. یکی از مهممقاومتی از خود نشان نمی

عدم ارائه مکانیزمی برای تولید خودکار  MLPهای عصبی شبکه

هایی در قالب روش MLPویژگی است. با توجه به مشکلات 

CNN ارائه شده است (Zeiler and Fergus, 2014) .CNN 

 .از سه لایه کانولوشن، پولینگ و اتصال کامل تشکیل شده است

ای هلایه کانولوشن از کانولوشن تصویر ورودی به کمک ناحیه

آید و در این لایه مفهوم سلسله دریافت محلی به وجود می

رکت ح کند.مراتبی بودن و به شی نزدیک شدن تحقق پیدا می
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فیلتر یا فیلترها بر روی باندهای ورودی به شکل تاگل مومنت 

ای هها و لایه. تعیین تعداد فیلتر بانک(Gu et al, 2018) است

های موجود است. کانولوشن و تنظیم پارامترهای آن از چالش

 شود. علت اصلیدر لایه پولینگ، کاهش سایز تصویر انجام می

م محاسبات و تضمین ناوردا اعمال این اپراتور، کاهش حج

(invariantبودن ویژگی )ها نسبت به سایز تصویر است (Yoo, 

های تولید . علاوه بر مزیت فوق، غیرخطی بودن ویژگی(2015

سازی در لایه شده در مرحله کانولوشن به کمک تابع فعال

گیرد. عملیات پولینگ، کاهش سایز را در پولینگ صورت می

دهد که نتیجه این کار، یک توده با انجام می امتداد ابعاد مکانی

اندازه کوچکتر خواهد بود. در اصل از طریق این عملیات است 

ود. به شکه در انتهای شبکه کانولوشن یک بردار امتیاز ایجاد می

، گرددها اعمال میدلیل اینکه این عملیات بر روی تمامی برش

باشد و یعمق خروجی همان عمق ورودی به لایه پولینگ م

های مختلفی برای اعمال پولینگ وجود کند. روشتغییری نمی

گیری و انتخاب ماکزیمم با کاهش نیهای میانگدارد، اما روش

ها هستند. ترین روشاز رایج Reluسازی نسبت دو و تابع فعال

های دو بعدی ایجاد شده در مرحله بعد از مرحله پولینگ، ویژگی

 شود. این لایهتک بعدی تبدیل می اتصال کامل به یک بردار

رو را امکان اجرای آموزش پیش MLPهمانند شبکه عصبی 

-. توابع فعال(Benigo et al, 1994) کندفراهم می CNNای رب

-ترین توابع فعالسازی انواع متفاوتی دارند. چند نمونه از معروف

از د، تابع تانژانت هایپربولیک، تابع یکسوسیسازی، تابع سیگموی

-، نمونه5خطی رلو، تابع خطی نمایی و سافتمکس است. شکل 

ای از پردازش تصویر توسط شبکه عصبی کانولوشن را نشان 

 دهد.می

 

  
 CNN (Kuo and Huang, 2018.)پردازش تصویر توسط روش  -5شکل 

Fig 5. Image processing by CNN method (Kuo and Huang, 2018). 

بینی سرعت موج برشی با استفاده از روش پیش-3-4

 یادگیری عمیق
، SGR ،CGR ،DT ،RHOB ،RTهای در این مقاله داده

NPHI ،CALIPER ،Vp ،PE  وVs  برای تعیین سرعت موج

های یادگیری عمیق در دسترس برشی با استفاده از الگوریتم

بینی سرعت موج برشی با استفاده از روش د. فلوچارت پیشبودن

 ، نمایش داده شده است.6یادگیری عمیق در شکل 

های مناسب به های موثر و ورودیبرای انتخاب ویژگی

ها را با سرعت موج ها باید ضریب همبستگی ویژگیالگوریتم

های انتخاب ویژگی محاسبه برشی بررسی کرد. یکی از روش

ستگی پیرسون است. این شاخص توسط کارل ضریب همب

طی  3044 آماردان انگلیسی در سال (Karl Pearson) پیرسون

ای معرفی شد. او از این شاخص برای بررسی علمی روی مقاله

علوم زیستی و حتی جمعیتی استفاده کرد و به نتایج جالب 

پیرسون  ضریب همبستگی توجهی رسید. 

سنجد. را می متغیر تصادفی خطی بین دو همبستگی میزان

به معنای « 3»کند که تغییر می 3تا  -3 مقدار این ضریب بین

« -3»به معنی نبود همبستگی، و « 4»همبستگی مثبت کامل، 

به معنی همبستگی منفی کامل است. ضریب همبستگی 

آنها تقسیم  کوواریانس پیرسون بین دو متغیر تصادفی برابر با

های در این مطالعه لاگ .شودآنها تعریف می انحراف معیار بر

SGR ،CGR ،DT ،RHOB ،RT ،NPHI ،CALIPER ،Vp ،

PE  وVsهای موثر ، انتخاب ویژگی6شکل  .در دسترس بودند

ه با توج دهد.از طریق ماتریس همبستگی پیرسون را نشان می

 ,Vpهای همبستگی پیرسون لاگ، و با توجه به 6به شکل 

RHOB, NPHI, CALIPER ها به عنوان ورودی الگوریتم

های دیگر باعث افزایش خطا و اگو اضافه کردن ل انتخاب شدند

 شود.کاهش دقت می

https://fa.wikipedia.org/wiki/%D8%B6%D8%B1%DB%8C%D8%A8_%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D8%B6%D8%B1%DB%8C%D8%A8_%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C_%D9%88_%D9%88%D8%A7%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C_%D9%88_%D9%88%D8%A7%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D9%85%D8%AA%D8%BA%DB%8C%D8%B1_%D8%AA%D8%B5%D8%A7%D8%AF%D9%81%DB%8C
https://fa.wikipedia.org/wiki/%D9%85%D8%AA%D8%BA%DB%8C%D8%B1_%D8%AA%D8%B5%D8%A7%D8%AF%D9%81%DB%8C
https://fa.wikipedia.org/wiki/%DA%A9%D9%88%D9%88%D8%A7%D8%B1%DB%8C%D8%A7%D9%86%D8%B3
https://fa.wikipedia.org/wiki/%DA%A9%D9%88%D9%88%D8%A7%D8%B1%DB%8C%D8%A7%D9%86%D8%B3
https://fa.wikipedia.org/wiki/%D8%A7%D9%86%D8%AD%D8%B1%D8%A7%D9%81_%D9%85%D8%B9%DB%8C%D8%A7%D8%B1
https://fa.wikipedia.org/wiki/%D8%A7%D9%86%D8%AD%D8%B1%D8%A7%D9%81_%D9%85%D8%B9%DB%8C%D8%A7%D8%B1
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 بینی سرعت موج برشی با استفاده از روش یادگیری عمیق.فلوچارت پیش -6شکل 

prediction using Deep Learning algorithms. SFig 6. Workflow schematic for V 
 

 
 طریق ماتریس همبستگی پیرسون.ها از انتخاب ویژگی -6شکل

Fig 7. Selection of features using the Pearson correlation matrix. 

داده  140داده بودند و از ابتدا  3611ها در ادامه کل داده

به عنوان داده شاهد جهت اطمینان از نتایج الگوریتم کنار 

دو قسمت آموزش و تست تقسیم  گذاشته شد و بقیه داده که به

ها داده %14داده( به آموزش و  3301ها )داده %94شدند که 

سازی داده( به تست تقسیم شدند. در مرحله بعد نرمال 196)

-ها برای دستیابی به دقت بالاتر انجام شده است. برای نرمالداده

استفاده شده که  Min-Max Normalizationسازی از تابع 

گردند. در ادامه برای موجود بین صفر و یک تنظیم میهای داده

استفاده شده است. برای  Adamساز سازی از تابع بهینهبهینه

های یادگیری عمیق از ارزیابی مدل و مقایسه نتایج الگوریتم

(، میانگین مربعات خطا MAEمیانگین قدرمطلق خطا )

(MSE( جذر میانگین مربعات خطا ،)RMSE)  ن و ضریب تعیی

(R2 استفاده شده است که روابط آنها مطابق معادلات )1، 1، 3 

 باشد. می 0و 

 (3)رابطه

𝑀𝐴𝐸 =
𝟏

𝒏
∑ |𝒁𝒎𝒆𝒔𝒖𝒓𝒆𝒅 − 𝒁𝒑𝒓𝒆𝒅𝒊𝒄𝒕|𝒏

𝒊=𝟏   

  (1)رابطه

𝑀𝑆𝐸 =
𝟏

𝒏
∑ (𝒁𝒎𝒆𝒔𝒖𝒓𝒆𝒅 − 𝒁𝒑𝒓𝒆𝒅𝒊𝒄𝒕)𝟐𝒏

𝒊=𝟏       

 

   (1)رابطه

𝑅𝑀𝑆𝐸 = √𝑀𝑆𝐸          

 (0)رابطه

𝑅2 = 1 −
∑ (𝑍𝑚𝑒𝑠𝑢𝑟𝑒𝑑−𝑍𝑝𝑟𝑒𝑑𝑖𝑐𝑡)

2𝑛
𝑖=1

∑ (𝑍𝑚𝑒𝑠𝑢𝑟𝑒𝑑−𝑍𝑎𝑣𝑒𝑟𝑎𝑔𝑒)
2𝑛

𝑖=1

= 1 −
𝑀𝑆𝐸

𝜎2     
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 نتایج-4

 ,MLPدر این مقاله نتایج سه الگوریتم یادگیری عمیق شامل 

LSTM+MLP  وCNN+MLP  مورد بررسی قرار گرفتند و

RMSE, MSE, MAE   وR2 شاهد های تست و برای داده

محاسبه گردیده است. پارامترهایی که برای سه الگوریتم 

، به شرح زیر 1یادگیری عمیق استفاده شده است مطابق جدول 

 باشد:می
 

 های یادگیری عمیق.پارامترهای مشترک مربوط به الگوریتم -1جدول

Table 3. Common parameters related to deep learning algorithms. 
CNN+MLP LSTM+MLP MLP Algorithm 

Parameter 
50 50 50 Bath_size 

0.0001 0.001 0.0001 learning rate 

200 200 400 Iteration 

0.1 0.1 0.1 Validation_split 

Adam Adam Adam Optimization 
function 

های : تعداد لایهMLPسایر پارامترهای مربوط به الگوریتم 

و در لایه دوم  344ها پنهان دو لایه که در لایه اول تعداد گره

ساز در نظر گرفته شده است و از تابع فعال 144ها تعداد گره

Relu  .استفاده شده است 

: در LSTM+MLPسایر پارامترهای مربوط به الگوریتم 

که در لایه اول  LSTMاین الگوریتم از دو لایه پنهان مربوط به 

گره قرار دارد و در ادامه بعد از این  144گره و در لایه دوم  344

و لایه  344که لایه اول دارای  Denseدو لایه، دو لایه مربوط 

 باشد.گره می 144دوم دارای 

این  : درCNN+MLPسایر پارامترهای مربوط به الگوریتم 

فیلتر، لایه دوم  60که لایه اول دارای  CNNالگوریتم سه لایه 

، و تعداد 1فیلتر و اندازه کرنل برابر  156فیلتر، لایه سوم  319

انتخاب گردید. بعد از سه لایه  padding=sameو  3گام برابر

CNN  دو لایهDense  گره و  344قرار دارد که لایه اول دارای

 باشد.ه میگر 144لایه دوم دارای 

های برای داده R2و  MAE ،MSE ،RMSE، 0جدول 

-بینی سرعت موج برشی با استفاده از الگوریتمتست جهت پیش

، سرعت 9های روش یادگیری عمیق نمایش داده است. شکل 

 هایبینی شده برای دادهگیری شده و پیشموج برشی اندازه

، MLPهای آموزش و تست با استفاده از الگوریتم

LSTM+MLP  وCNN+MLP ( 9نشان داده است. شکل-

aبینی شده با استفاده از الگوریتم (، سرعت موج برشی پیش

MLP برای داده( 9های آموزش و تست، شکل-bپیش ،) بینی

و  LSTM+MLPسرعت موج برشی با استفاده از الگوریتم 

بینی سرعت موج برشی با استفاده از الگوریتم (، پیشc-9شکل )

CNN+MLP باشد. نمودار آبی رنگ )سرعت موج برشی می

گیری شده داده آموزش(، نمودار نارنجی رنگ )سرعت موج اندازه

بینی شده داده آموزش(، نمودار سبز رنگ )سرعت برشی پیش

گیری شده داده تست( و نمودار قرمز رنگ موج برشی اندازه

 بینی شده داده تست( است.)سرعت موج برشی پیش

گیری شده و مقایسه سرعت موج برشی اندازه، 0شکل 

، MLPهای های تست با استفاده از الگوریتمبینی شده دادهپیش

LSTM+MLP  وCNN+MLP ( 0نشان داده است. شکل-

aبینی شده با استفاده از الگوریتم (، سرعت موج برشی پیش

MLP برای داده( 0های تست، شکل-bپیش ،) بینی سرعت موج

(، c-0و شکل ) LSTM+MLPاده از الگوریتم برشی با استف

بینی سرعت موج برشی با استفاده از الگوریتم پیش

CNN+MLP های باشد. نمودار آبی رنگ مربوط به دادهمی

گیری شده و نمودار نارنجی رنگ تست سرعت موج برشی اندازه

-بینی شده میهای تست سرعت موج برشی پیشمربوط به داده

، بالاترین خطا و کمترین 0و جدول  0شکل  باشد. با توجه به

و کمترین خطا و بالاترین دقت  MLPدقت مربوط به الگوریتم 

باشد. پارامترهای محاسبه شده می CNN+MLPمربوط به 

 ,MAE=0.0084برابر است با:  MLPبرای الگوریتم 

MSE=0.0001, RMSE=0.0119, R2=0.9645  و

برابر  CNN+MLPم پارامترهای محاسبه شده برای الگوریت

 ,MAE=0.0050, MSE=3.7743e-5است با: 

RMSE=0.0061, R2=0.9906. 
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 بینی سرعت موج برشی.های تست جهت پیشمحاسبه خطاها و ضریب تعیین داده -0جدول 
Table 4. Vs Prediction errors and accuracy for test data records. 

Models MAE MSE RMSE 2R 

MLP 0.0084 0.0001 0.0119 0.9645 

LSTM+MLP 0.0067 7.1806e-5 0.0084 0.9821 

CNN+MLP 0.0050 3.7743e-5 0.0061 0.9906 

 

 

( با استفاده از b، )MLP( با استفاده از الگوریتم aبینی سرعت موج برشی داده آموزش و تست با استفاده روش یادگیری عمیق. )پیش -9شکل 

گیری شده داده آموزش(، نمودار . نمودار آبی رنگ )سرعت موج برشی اندازهCNN+MLP( با استفاده از الگوریتم cو ) LSTM+MLPالگوریتم 

نگ رمز رگیری شده داده تست( و نمودار قبینی شده داده آموزش(، نمودار سبز رنگ )سرعت موج برشی اندازهنارنجی رنگ )سرعت موج برشی پیش

 بینی شده داده تست(.)سرعت موج برشی پیش
Fig 8. Display of Vs predict using deep learning algorithms for train and test data. (a) Vs prediction for train and test data 

using MLP algorithm, (b) Vs prediction using LSTM+MLP and (c) Vs prediction using CNN+MLP. Blue log (Vs 

measured for training (original data)), orange log (Vs predicted for training data), green log (Vs measured for test data 

(original data)), red log (Vs predicted for test data). 
 

 

( با استفاده از الگوریتم b. )MLP( با استفاده از الگوریتم aده تست با استفاده روش یادگیری عمیق. )بینی سرعت موج برشی داپیش -0شکل 

LSTM+MLP ( وc با استفاده از الگوریتم )CNN+MLPگیری شده و نمودار های تست سرعت موج برشی اندازه. نمودار آبی رنگ مربوط به داده

 باشد.بینی شده میموج برشی پیشهای تست سرعت نارنجی رنگ مربوط به داده

Fig 9. Display of Vs predict using deep learning algorithms for test data. (a), Vs prediction for train and test data using 

MLP algorithm. (b), Vs prediction using LSTM+MLP. (c), Vs prediction using CNN+MLP. Blue log (Vs measured), 

orange log (Vs predicted). 
 

های یادگیری عمیق هدف از این مطالعه بررسی الگوریتم

 DSIهایی که لاگ بینی سرعت موج برشی در چاهبرای پیش

باشد. به همین دلیل جهت اطمینان از برداشت نشده است می

به عنوان داده شاهد ها از ابتدا ها بخشی از دادهنتایج الگوریتم
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بینی سرعت موج کنار گذاشته شد که در نهایت جهت پیش

ی شده بینبرشی به الگوریتم داده شود و سرعت موج برشی پیش

گیری شده مقایسه شود. جهت انجام با سرعت موج برشی اندازه

  R2و  MAE ،MSE ،RMSEاین مراحل از پارامترهای 

 R2و  MAE ،MSE ،RMSE، 5استفاده شده است. جدول 

بینی سرعت موج برشی با های شاهد جهت پیشبرای داده

، MLPهای روش یادگیری عمیق )استفاده از الگوریتم

LSTM+MLP  وCNN+MLP 34( نمایش داده است. شکل ،

ه بینی شدگیری شده و پیشمقایسه سرعت موج برشی اندازه

، MLPهای های شاهد با استفاده از الگوریتمداده

LSTM+MLP  وCNN+MLP ( 34نشان داده است. شکل-

aبینی شده با استفاده از الگوریتم (، سرعت موج برشی پیش

MLP برای داده( 34های شاهد، شکل-bپیش ،) بینی سرعت

-34و شکل ) LSTM+MLPموج برشی با استفاده از الگوریتم 

cبینی سرعت موج برشی با استفاده از الگوریتم (، پیش

CNN+MLP های باشد. نمودار آبی رنگ مربوط به دادهمی

بینی شده و نمودار نارنجی رنگ شاهد سرعت موج برشی پیش

گیری شده های شاهد سرعت موج برشی اندازهمربوط به داده

ی گیر، ضریب تعیین سرعت موج برشی اندازه33باشد. شکل می

ی اههای شاهد با استفاده از الگوریتمبینی شده دادهشده و پیش

MLP ،LSTM+MLP  وCNN+MLP  .نشان داده است

ده بینی ش(، ضریب تعیین سرعت موج برشی پیشa-33شکل )

-33های شاهد، شکل )برای داده MLPبا استفاده از الگوریتم 

bاده بینی شده با استف(، ضریب تعیین سرعت موج برشی پیش

(، ضریب تعیین c-33و شکل ) LSTM+MLPاز الگوریتم 

بینی شده با استفاده از الگوریتم شی پیشسرعت موج بر

CNN+MLP 5و جدول 33و  34باشد. با توجه به شکل می ،

و  MLPبالاترین خطا و کمترین دقت مربوط به الگوریتم 

باشد. می CNN+MLPکمترین خطا و بالاترین دقت مربوط به 

برابر است با:  MLPپارامترهای محاسبه شده برای الگوریتم 
MAE=0.0185, MSE=0.0005, RMSE=0.0235, 

R2=0.7989  و پارامترهای محاسبه شده برای الگوریتم

CNN+MLP  :برابر است باMAE=0.0052, 

MSE=6.8915e-5, RMSE=0.0083, R2=0.9032. 

 بینی سرعت موج برشی.های شاهد جهت پیشمحاسبه خطاها و ضریب تعیین داده -5جدول 
Table 5. Vs Prediction errors and accuracy for blind data records. 

Models MAE MSE RMSE 2R 

MLP 0.0185 0.0005 0.0235 0.7989 

LSTM+MLP 0.0082 8.8125e-5 0.0093 0.8984 

CNN+MLP 0.0052 6.8915e-5 0.0083 0.9032 

 

 

( با استفاده از الگوریتم b، )MLP( با استفاده از الگوریتم aاستفاده روش یادگیری عمیق. )بینی سرعت موج برشی داده شاهد با پیش -34شکل 

LSTM+MLP ( وc با استفاده از الگوریتم )CNN+MLPبینی شده و نمودار های شاهد سرعت موج برشی پیش. نمودار آبی رنگ مربوط به داده

 باشد.گیری شده میدازههای شاهد سرعت موج برشی اننارنجی رنگ مربوط به داده

Fig 10. Display of Vs predict using deep learning algorithms for test data. (a) Vs prediction for train and test data using 

MLP algorithm, (b) Vs prediction using LSTM+MLP and (c) Vs prediction using CNN+MLP. Blue log (Vs measured), 

orange log (Vs predicted). 
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های شاهد با استفاده از روش یادگیری عمیق. بینی شده دادهگیری شده و سرعت موج برشی پیشضریب تعیین سرعت موج برشی اندازه -33شکل 

(a با استفاده از الگوریتم )MLP( ،b با استفاده از الگوریتم )LSTM+MLP ( وc با استفاده از الگوریتم )CNN+MLP. 
Fig 11. Display of coefficient of determination of blind data for Vs measured and Vs predicted using four deep learning 

algorithms. (a) R2 using MLP algorithm, (b) R2 using LSTM+MLP algorithm and (c) R2 using CNN+MLP algorithm.  

 
( در مقابل سرعت موج برشی Vp( تفکیک لیتولوژی به کمک پلات سرعت موج فشاری )aلیتولوژی به کمک سرعت موج برشی. )تفکیک  -31شکل 

(Vs( ،)b( تفکیک لیتولوژی به کمک پلات نسبت سرعت موج فشاری به سرعت موج برشی )Vp/Vs در مقابل )Vp( ،c تفکیک لیتولوژی به کمک )

( تفکیک لیتولوژی به کمک پلات نسبت سرعت موج فشاری به dو ) Vs( در مقابل Vp/Vsعت موج برشی )پلات نسبت سرعت موج فشاری به سر

 (.AI( در مقابل امپدانس صوتی )Vp/Vsسرعت موج برشی )
Fig 12. Identification of lithology using shear wave velocity. (a) Vp – Vs plot, (b) Vp/Vs ratio – Vp plot, (c) Vp/Vs ratio 

– Vs plot and (d) Vp/Vs ratio – AI (Acoustic Impedance) plot. 

یکی از کاربردهای مهم سرعت موج برشی کمک در 

تفکیک  31باشد. در شکل شناسایی و تفکیک لیتولوژی می

لیتولوژی با استفاده از سرعت موج فشاری و برشی و نسبت 

( بررسی شده AIی و مقاومت صوتی )های فشاری و برشسرعت
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(، تفکیک لیتولوژی به کمک پلات سرعت a-31است. در شکل )

(، شکل Vs( در مقابل سرعت موج برشی )Vpموج فشاری )

(31-b تفکیک لیتولوژی به کمک پلات نسبت سرعت موج ،)

، شکل Vp( در مقابل Vp/Vsفشاری به سرعت موج برشی )

(31-cتفکیک لیتولوژی به کم ،) ک پلات نسبت سرعت موج

، شکل Vs( در مقابل Vp/Vsفشاری به سرعت موج برشی )

(31-d تفکیک لیتولوژی به کمک پلات نسبت سرعت موج ،)

( در مقابل امپدانس Vp/Vsفشاری به سرعت موج برشی )

، 31( نمایش داده شده است. با توجه به شکل AIصوتی )

(، ANYانیدریت )(، LIMEهای موجود شامل آهک )لیتولوژی

باشد که به کمک ( میS.STسنگ )( و ماسهDOLدولومیت )

 باشند.سرعت موج برشی به خوبی قابل تفکیک می

های روش یادگیری عمیق مقایسه نتایج حاصل از الگوریتم

های بینی سرعت موج برشی با استفاده از لاگجهت پیش

خطا  های تست مقادیرهد که برای دادهدمتداول، نشان می

-تقریبا نزدیک به هم بوده اما مقایسه نتایج حاصل از الگوریتم

های شاهد حکایت از برتری های روش یادگیری عمیق برای داده

نسبت به  CNN+MLPو  LSTM+MLPهای الگوریتم

دارد و خطای بالاتر و دقت کمتری در الگوریتم  MLPالگوریتم 

MLP ا ست. پس بنسبت به دو الگوریتم دیگر به دست آمده ا

توان روش یادگیری عمیق و توجه به نتایج این مطالعه می

بینی سرعت موج برشی با های مطرح شده جهت پیشالگوریتم

 های متداول را به کار گرفت.استفاده از لاگ

 

 

 گیرینتیجه-5
با توجه به اهمیت بسیار زیاد سرعت امواج برشی در تعیین 

سنگی و ژئومکانیکی و در های فیزیکپارامترهای مخزنی و مدل

ها، استفاده از روشی ارزان در اکثر چاه DSIدسترس نبودن لاگ 

بینی سرعت امواج برشی لازم و در عین حال دقیق جهت پیش

و ضروری است. به همین منظور در این مطالعه از روش یادگیری 

 CNN+MLPو  MLP ،LSTM+MLPهای عمیق و الگوریتم

های برای تخمین سرعت موج برشی با استفاده از داده

نمودارهای پتروفیزیکی در یکی از میادین هیدروکربنی ایران 

 های مناسب جهتاستفاده شده است. در این مطالعه ابتدا ویژگی

ها با استفاده از ضریب همبستگی پیرسون های الگوریتمورودی

 ,Vp, RHOB, NPHIهای مشخص گردید که لاگ

CALIPER  به عنوان ورودی انتخاب شدند. در ادامه تقسیم

-سازی دادههای آموزش و تست و شاهد و نرمالها به بخشداده

، MAE ،MSEها )ها انجام شد و در نهایت ارزیابی مدل

RMSE   وR2دست آمده از ( محاسبه گردید. مقایسه نتایج به

ای هدهنده آن است که الگوریتماین سه الگوریتم نشان

LSTM+MLP  وCNN+MLP  نسبت به الگوریتمMLP 

بینی سرعت امواج برشی تری جهت پیشدارای عملکرد مناسب

دست آمده و ضریب تعیین حاصل از باشند، چراکه خطای بهمی

های آموزش، تست و شاهد ها مقادیر قابل قبولی برای دادهآن

ای هدست آمده است و به سادگی با در اختیار داشتن لاگبه

توان گفت طور کلی میمتدوال قابل استفاده است. پس به

-های روش یادگیری عمیق، روشی کارآمد برای پیشالگوریتم

 باشد.بینی سرعت موج برشی می
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